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摘要：目的 当噪声存在时，尤其是等级相对较大的噪声，会导致彩色图像的视觉质量下降，为了有效

去除噪声的同时使去噪后的图像有更好的视觉效果，提出一种基于深度残差学习的彩色图像去噪方法。

方法 首先设计由多个残差单元模块组成的残差层，然后在每个残差单元模块之间添加跳跃连接，构成

由噪声图像到去噪图像的非线性映射，并优化残差单元个数，使网络能学习到更多的图像细节特征，以

提升网络的去噪性能，同时将每个残差单元模块中的激活函数提到卷积层前面，以加速网络收敛。结果 

与常用去噪算法相比，文中方法在 Kodak24 和 CBSD100 数据集上的主观视觉打分 MOS 值以及客观指

标(PSNR 和 SSIM)上，较其他方法有更好的效果。结论 提出的基于深度残差学习的彩色图像去噪方法

能有效去除图像中的噪声，尤其是较严重的噪声，并取得了良好的视觉效果，表明该方法具有良好的去

噪性能。 

关键词：图像去噪；深度残差学习；残差单元模块；去噪方法 

中图分类号：TS801.3    文献标识码：A    文章编号：1001-3563(2019)17-0235-08 

DOI：10.19554/j.cnki.1001-3563.2019.17.034 
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ABSTRACT: When the noise exists, especially the relatively serious noise level, the visual quality of color image will be 

reduced. The work aims to propose a color image denoising method based on depth residual learning, in order to remove 

noise effectively and make the denoised image have better visual effect. Firstly, a residual layer consisting of several 

residual unit modules was designed, and then the skip connection was added between residual unit modules to form the 

non-linear mapping from noise image to denoised image. The number of residual units was optimized, so that the network 

could learn more image details to improve the denoising performance. At the same time, the activation function of each 

residual unit module is moved to the front of the convolution layer to accelerate the network convergence. Compared with 

common denoising algorithms, the proposed method had better effects in subjective visual score MOS values and objective 

indicators (PSNR and SSM) on Kodak24 and CBSD100 datasets. The proposed color image denoising method based on 

depth residual learning can effectively remove the noise in the image, especially when the noise is serious, and obtain 

satisfactory visual effect, which shows that the proposed method has good denoising performance. 
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数字图像在采集、传输过程中受环境、设备、人

为因素等影响，不可避免地引入噪声，从而降低图像

质量，影响图像的可读性[1]。噪声的微小变化，都会

影响人眼视觉感知，所以去噪是提高图像质量非常重

要的方法之一，同时去噪便于后续处理图像的分类、

分割及图像识别等。在日常中，高斯白噪声广泛存在

于雷达和通信系统领域，比较难去除，且能更好地模

拟真实中的噪声。 

图像去噪的目的是从含有被噪声腐蚀的图像中

恢复图像原始信息，该过程可由式(1)表示： 
g(x,y)=f(x,y)+μ(x,y)   (1) 
式中：g(x,y)为含有噪声的二维图像；f(x,y)为无噪

声的原始图像；μ(x,y)为添加的具有标准偏差 的加
性高斯白噪声(AWGN)，原始图像经过加性噪声项处

理，退化为含噪图像。图像去噪就是为了获得原始图

像的一个估计 f' (x,y)，并使其尽可能接近原始图像的

过程。 

图像去噪的研究由来已久，传统的研究利用图像

先验模型去噪，如非局部自相似(NSS)模型[2-3]、梯度

模型 [4]、稀疏字典学习模型 [5]和马尔可夫随机场

(MRF)模型[6]等，其中较经典的方法有三维块匹配去

噪算法(BM3D)[3]及相应的许多变体，如其对彩色图

像的扩展 CBM3D[7]以及用外部先验[8]来去除噪声。研

究表明，从大量高清的外部图像数据集中选择正确的

类似补丁，理论上可以抑制噪声，然而在实际的单个

图像去噪时，直接利用来自大量外部数据库中的补丁

是不合理的，适用性有限。除此之外，这些模型通常

涉及一些比较复杂的优化问题，使去噪过程较为耗

时，而且在去噪过程中需要人工调整参数，不能完全

实现自动化、智能化[9]。 

近年来，深度学习方法在图像处理当中取得了巨

大成功，很多学者已经开发研究了许多用于图像去噪

的深度学习模型，目前基于深度学习的去噪方法主要

分为 2类：基于多层感知模型(MLP)和基于卷积神经

网络模型 (CNN)。Burger 等首先使用多层感知器

(MLP)[10]实现类似 BM3D的去噪性能，随后，Chen[11]

等人提出判别式的学习模型(TRND)，并取得比传统

方法更好的结果。2008年，Jain[12]等首次提出用(CNN)

处理图像的去噪问题。2016年，Mao[13]等提出了深度

的卷积编解码网络应用于图像去噪，该网络采用了卷

积和解卷积层间的跳跃连接，但是网络较深，不容易

收敛。2015年，He等[14]提出了残差学习，起初是为

解决图像性能退化问题而提出的。2017年，Zhang等

提出了(IRCNN)模型[15]，采用扩张卷积来学习残差图

像进行去噪。Zhang等人还提出了一种针对高斯噪声

的深度残差学习模型(DnCNN)[16]，该模型利用深度卷

积神经网络不断学习每层网络的残差，并引入批标准

化，但因为其全卷积的网络结构，训练时间较长。2017

年，Xu等[17]提出了多通道加权核范数(MCWNNM)对

RGB 彩色图像进行去噪，尽管对每个颜色通道使用

不同的权重进行处理，但忽略了整体的 RGB 彩色图

像颜色通道之间的关系，去噪后的视觉效果也不佳。

2018年，Zhang等人提出了(FFDNet)模型[18]，该模型

使用噪声估计图作为输入，能有效应对更加复杂的真

实场景的噪声，尽管该模型能较好地去除高斯噪声，

但是去噪后的图像细节过平滑，边缘信息丢失。 

噪声尤其是较严重噪声的存在，使彩色图像去噪

后视觉效果不佳，为此文中提出一种基于深度残差学

习的彩色图像去噪方法(Color image denoising based 

on depth residual learning，IDDRL)。该模型在隐含层

引入多个具有跳跃连接的残差单元模块，信号可以从

一个残差模块直接传到另一个单元模块，有助于训练

的稳定性，避免梯度消失问题，同时每个残差单元模

块中将 Relu 激活函数提到卷积层前面，以加速网络

收敛。将含噪图像通过该网络学习端到端的非线性映

射方式来重建去噪图像。以 Kodak24和 CBSD100作

为测试集，从主观和客观评价两方面和现有算法进行

了比对。 

1  深度残差去噪网络设计 

传统的卷积网络或全连接网络在传递信息时，会

存在信息丢失及损耗等问题，而残差网络则通过直接

将输入信息传到输出，解决随网络加深梯度消失的问

题，以保护信息的完整性，整个网络只需要学习输入

与输出之间的差别，不再是一幅完整的图像。典型的

残差学习框架见图 1。 

 

图 1  残差学习框架 
Fig.1 Residual learning framework 

残差框架结构中的非线性层拟合残差为： 
ζ(x)= H(x) −x  (2) 
式中：H(x)为含噪声图；ζ(x)为去噪后的图；x为

残差网络训练预测到的噪声。 

利用残差优化找到近似最优的恒等映射。由于残差

相比于 H(x)会减少很多特征，更容易找到最优结果，重

要的是网络训练时间也会相应减少，性能也会提高。 
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残差去噪网络是在传统残差网络的基础上设计
一个深度网络模型，主要由 4部分组成：输入输出层、
特征提取层(Relu+conv)、残差单元模块、网络重构层
(conv)。残差模块是由 7 个残差单元块组成的卷积神
经网络，每个模块由 4个预激活函数后接卷积网络组
成，每个残差单元块之间有跳跃连接，构成含噪图像
与去噪图像的非线性映射关系，见图 2。 

1）输入输出层。提出的网络以原始图像作为输
入，避免复杂耗时的图像预处理过程，通过残差去噪
网络得到去噪后的图像，输出层与输入层的图像大小
一致。 

2）特征提取层(Relu+conv)。提出的网络采用图
像块进行训练，因为使用来自不同图像的局部结构、
图案、形状和颜色混合组成的图像块补丁，有助于网
络特征的提取。因此将训练集中的无噪声图像分成大
小为 40×40的子块，经过加噪处理获得网络所需的含
噪图像子块作为训练样本，将这些小块样本从图像空
间映射到特征空间，学习图像的特征，然后将这些特
征作为滤波器，与整个原始图像作卷积运算，从而得
到原始图像中任意位置上不同特征的激活值。使用
Relu激活函数和一个 3×3核大小的卷积层，用来提

取图像块的特征值，并将该层中获得的每个神经元传
递到残差单元模块。 

3）残差单元模块。该残差单元结构由 7 个残差
单元块串联组成，每个残差单元输出直接反馈到后续
的残差单元模块中。每个残差单元块有 4个卷积层，
并在每个残差单元模块之间添加跳跃连接，跳跃连接
使用恒等映射，从而使网络能学习到更多的图像细节
特征，提升网络的去噪性能。另外将非线性激活函数
ReLU 移到每个卷积层(conv)的前面，实验证明这种
预激活模式(pre-activation)[19]能提高训练过程中的收
敛速度，每个残差单元模块的数学表达式为： 

1 1( )V V VG F G G     (3) 

式中：G为每个残差单元块；V为单元块的个数，
1, 2,3...V  ；F为残差映射函数。 

4）网络重构层(conv)。在网络最后一层设置单独
的 3×3的卷积层作为网络输出层，通过前面的残差单
元块的输出图像块的特征图，馈送到最后的卷积层，
以产生具有与输入图像相同数量的通道的张量，最终
融合成一个完整的图像。该层直接从噪声图像中预测
噪声分量，从含噪声图中减去噪声分量以得到去噪后
的图像。模型的重构阶段见图 3。 

 

图 2  深度残差去噪网络 
Fig.2 Depth residual denoising network 

         

a 噪声图                            b 残差图                           c 重构图 

图 3  模型的重构阶段 

Fig.3 Model reconstruction phase 采用的损失函数
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为逐像素损失函数(MSE)，计算重构后的去噪图

像与原图像的均方根误差，使两者逐像素点比较，公

式为： 

2
MSE , ,

1 1

1
( , ) ( ( ) )

H W

i j i j
i j

L F
HW

   
 

      (4) 

式中：H和 W分别为输入图像的高度和宽度；γ

为输入图像；F(λ)为重构图像， ,( )i jF  中的 i 和 j 分

别代表 F(λ)中第 i行和第 j列的像素。 

2  实验结果与分析 

2.1  数据集和评价指标 

2.1.1  数据集 

采用经典的 Kodak24数据集和 CBSD100作为测

试集，Kodak24数据集是图像处理领域常用的测试图

像，CBSD100来自 CBSD500数据集，包含不同的自

然场景图。采用的训练集为 CBSD400 中的 400 幅自

然图像。  

2.1.2  评价指标 

1）客观评价。采用峰值信噪比(PSNR)和结构相

似性(SSIM)作为定量的评价指标，其定义分别为： 

 
2
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(2 1)
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式中，LMSE为原图像与去噪图像的均方根误差。 
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式中： x和 y为 2 幅图像； x ， y 为均值；
2

x

和 2
y 为方差； x y 是 x和 y的协方差； 2

1 1( )d k L ，
2

2 2( )d k L ；L 是像素值的动态范围； 1 0.01k  ，

2 0.03k  。PSNR 值为 0~100，SSIM 的值为 0~1，2
幅图像越相似，PSNR 和 SSIM 值越大，即去噪效果
越好。 

2）主观评价。人眼主观评价 MOS值进行视觉打

分。分数为 1~5，1是最低分，代表图像质量差，5是

最高分，代表图像质量好。 

2.2  实验环境与参数选择 

训练了针对高斯白噪声的单级别去噪网络，其标

准偏差(std)分别为 10，30，50，网络的训练和测试都

在 Caffe[20]工具上进行，实验硬件设备为 Intel Core i3-

4790k 4.0 GHz，NVIDIA Quard T4000 GPU。 

每个网络都是从训练集中随机生成大小为

40×40 的噪声图像与原图像块对，卷积层采用 64 个

尺寸为 3×3 的滤波器，采用批大小为 10 的随机梯度

下降算法(SGD)对回归目标进行优化训练，初始学习

率设定为 0.001，动量参数为 0.9，根据文献[21]中的方

法，通过随机初始化卷积权重来训练网络和正则化强

度，即权重衰减为 0.0001，训练 60 000 次迭代后终

止训练。 

2.3  层数选择 

针对每个残差单元模块中的不同卷积层数进行

训练，分析了每个残差单元模块中不同网络层数对去

噪结果的影响规律，以 CBSD100 测试集为例，在噪

声等级为 30时不同层数下的平均 PSNR值，见表 1。

由表 1 可以看出，每个残差模块的卷积层为 2 时，

PSNR 值较低，随着层数的增加，PSNR 值也相应增

加，当层数为 4层以后，PSNR值的变化趋势几乎稳

定，见图 4。随着网络的不断加深，训练时间成本变

大，为了快速并有效去除噪声，选择每个残差单元为

4个卷积层的模块，以下实验结果都是在此层数下训

练后测试的结果。 

表 1  每个残差模块不同卷积层数下的平均 PSNR 值 
Tab.1 Average PSNR/dB values of each residual module  

        for different convolutional layers      dB 

Dataset 2 3 4 5 6 

CBSD100 30.20 30.27 30.31 30.32 30.33 

 

图 4  不同层数的变化曲线 
Fig.4 Variation curve of different layers 

2.4  模块数选择 

深度学习中增加网络的深度，往往能够使网络习

到更多的细节，得到更优的效果，但是网络也不是越

深越好。为了对比不同数量的残差单元模块对去噪性

能的影响，训练了不同模块数的网络，结合训练所用

时间及去噪效果，以选择最优的残差单元模块。以

CBSD100测试集为例，在噪声等级为 30时不同层数

下的平均 PSNR值见表 2。可以看出，在残差单元模

块数相对较少时，PSNR值较低，随着残差模块数的

增多，网络逐渐加深，其 PSNR值先上升后趋于稳定，

但以相应的时间损耗作为代价，见图 5。4 个残差单

元的模块处理一张图像需要 0.24 s，而 8个残差模块

则需要 1.46 s。在训练网络的过程中差距表现得更加
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明显，相同的训练周期，4个残差模块的网络比 8个

残差模块的网络所用时间多几个小时，结合时间及去

噪性能的影响，选择去噪效果较好、耗时较少的残差

模块数。 

表 2  不同残差模块数的平均 PSNR 值 
Tab.2 Average PSNR/dB values for different number of  

              residual modules             dB 

Dataset 4 6 7 8 9 

CBSD100 30.22 30.30 30.31 30.31 30.32 

 

 

图 5  不同残差模块数测试图像的平均耗时 
Fig.5 Average running time of image tested by different  

number of residual modules 

2.5   结果分析 

为了验证算法的有效性，采用主观评价和客观评

价进行对比实验，与 CBM3D，MCWNNM，DnCNN

和 FFDNet等当前最具有代表的去噪网络进行比较。 

1）客观评价比对。Kodak24和 CBSD100等 2种

测试集上分别添加标准差为 10，30，50 的高斯白噪

声，其 PSNR值和 SSIM 值分别见表 3 和 4。可以看

出， IDDRL算法在 PSNR和 SSIM上较其他算法有

所提高，尤其是噪声相对较严重时，相比 CBM3D，

MCWNNM，DnCNN 和 FFDNet，在 CBSD100 测试

集 30 噪声级别时的 PSNR 值分别提高了约 0.77，

1.42，0.19，0.11 dB。SSIM值在 Kodak24测试集 10

噪声级别时和 FFDNet相当，但在其他噪声等级相对

较大时，SSIM均比其他算法高。PSNR值越高意味着

失真越小，SSIM 值越接近 1 时，说明处理后图像结

构与原图结构相似度越高。 

2）主观评价比对。为了更真实反映算法与其他

方法在主观视觉上的差异，分别从 2个测试集中选取

几张样本图片的去噪结果进行主观实验，Kodak24和

CBSD100测试集在噪声等级为 30时的去噪结果见图

6—7，CBSD100测试集在噪声等级为 50时的去噪结

果见图 8，图 6为整幅图像，图 7选取石像的局部细

节，图 8截取花瓶的花纹部分。  

由图 8可以看出，CBM3D虽然去除了噪声，但

是明显产生边缘模糊的光滑部分，MCWNNM在图像

边缘区域产生伪影，且这 2 种方法去噪后的图像细

节丢失严重，视觉效果很差。DnCNN 和 FFDNet 较

前 2种方法保留了更多部分细节，但还是不够完善；

相比之下，算法 IDDRN去噪效果最接近原图，恢复

出更多的细节信息，视觉效果更佳。尤其石头粗糙不

同的表面细节，小孩的嘴唇边缘部分以及花瓶的花

纹部分，这说明文中的方法可以得到质量最好的去

噪效果。 

表 3  2 种测试集在不同方法不同噪声级别下的 PSNR 值 
           Tab.3 PSNR/dB values of two test sets in different methods and at different noise levels           dB 

Dataset Noise CBM3D MCWNNM DnCNN FFDNet IDDRL 

Kodak24 

10 36.42 36.27 36.66 36.69 36.71 

30 30.74 30.16 31.19 31.27 31.38 

50 28.46 27.15 28.85 28.98 29.25 

CBSD100 

10 35.75 35.20 35.92 35.97 35.98 

30 29.54 28.89 30.12 30.12 30.31 

50 27.19 25.85 27.72 27.76 27.92 

表 4  2 种测试集在不同方法不同噪声级别下的 SSIM 值 
Tab.4 SSIM values of two test sets in different methods and at different noise levels 

Dataset Noise CBM3D MCWNNM DnCNN FFDNet IDDRL 

Kodak24 

10 0.9417 0.9402 0.9455 0.9455 0.9453 

30 0.8447 0.8313 0.8597 0.8582 0.8612 

50 0.7759 0.7462 0.7965 0.7941 0.7972 

CBSD100 

10 0.9052 0.9015 0.9526 0.9529 0.9531 

30 0.8104 0.8490 0.8549 0.8531 0.8556 

50 0.7323 0.7643 0.7789 0.7754 0.7798 
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图 6  不同算法在 σ=30 时去噪结果比较 
Fig.6 Comparison of denoising results of different algorithms (σ=30)  

 

图 7  不同算法在 σ=30 时去噪结果比较 
Fig.7 Comparison of denoising results of different algorithms (σ=30) 

 

图 8  不同算法在 σ=50 时去噪结果比较 
Fig.8 Comparison of denoising results of different algorithms (σ=50) 
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为了更好地评价去噪结果，采用了主观打分。在

每次测试中，随机选取 5 幅来自 Kodak24 测试集的

图像和 5 幅来自 CBSD100 测试集的图像，同时显示

这 4 种方法在噪声等级为 50 时的去噪结果，使用从

1~5的分数来表示从低质量图像到高质量图像，邀请

20 名评估者对选取图像的去噪结果进行打分，并取

其平均值得到最终的分数。主观打分 MOS值见图 9。 

 

图 9  不同去噪方法的平均主观打分 
Fig. 9 Mean subjective scores of different denoising methods 

3  结语 

文中提出一个基于深度残差学习的去噪方法，通

过引入多个残差单元模块，并添加跳跃连接学习端到

端的深度残差网络。训练了针对不同噪声等级的去噪

模型，并分析了不同数量的残差单元模块及每个残差

单元模块的不同层数对去噪效果的影响，实验表明随

着层数及残差模块数在一定范围内增多，去噪效果越

好。通过与其他去噪方法相比，不论从视觉上的主观

评价，还是定量的客观评价，提出的方法能取得更佳

的去噪效果，这为后续的图像分割及识别的研究奠定

了基础。 
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